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Resumo - Nos sistemas de reconhecimento de fala continua 
geralmente sao utilizados modelos de sub-unidades 
acusticas para representar as palavras. Deste modo. a 
transcricao fonetica das locucoes de treinamento e das 
palavras que comp6em 0 vocabulario de tais sistemas e 
fundamental para 0 desempenho final do reconhecimento. 
Neste trabalho e investigada a influencia da transcricao 
fonetica tanto das locucoes de treinamento como das 
palavras do vocabulario em sistemas de reconhecimento de 
fala continua com independencia de locutor. 

Abstract - In continuous speech recognition systems 
acoustical sub-units are used to represent word models. For 
this reason, phonetic transcription of training data and 
vocabulary words play a fundamental role in recognizers 
overall performance. In this work we investigate the 
influence of phonetic transcription effects both in the 
training data and in the vocabulary words in speaker 
independent continuous speech recognition systems. 

Palavras chave: Reconhecimento de fala continua. 
modelos ocultos de Markov. 

1. INTRODUCAO 

Em sistemas de vocabulario pequeno (algumas dezenas 
de palavras), e comum utilizar-se as palavras como 
unidades fundarnentais. Para urn treinamento adequado 
destes sistemas. deve-se ter urn grande mirnero de exemplos 
de cada palavra. Entretanto. para sistemas com vocabularies 
maiores, a disponibilidade de um grande numero de 
exemplos de cada palavra torna-se inviavel. A utilizacao de 
sub-unidades foneticas, tais como fonernas. silabas. demi
silabas. etc., e uma alternativa bastante razoavel. pois agora 
e necessario ter varies exemplos de cada sub-unidade, e nao 
varies exemplos de cada palavra [7]. Na etapa de 
reconhecimento, os modelos das palavras sao forrnados a 
partir da concatenacao dos modelos destas sub-unidades 
foneticas. 

Para 0 treinamento e necessano fornecer uma 
transcricao fonetica das locucoes em termos das sub
unidades utilizadas (fones, sflabas, etc.). para que 0 sistema 
possa saber quais delas devem ser treinadas. Esta 
transcricao e uma tarefa bastante penosa e dernorada, pois e 
necessario ouvir com ate ncao as locucoes, e com a ajuda de 
programas de visualizacao grafica da forma de onda e do 

espectro do sinal, estabelecer exatamente 0 que foi 
pronunciado. 

Poder-se-ia aliviar a carga de trabalho necessaria para a 
confeccao da base de dados se fosse adotada uma 
transcricao fonetica padrao para todas as locucoes. Esta 
poderia ser obtida a partir da transcricao fonetica das 
locucoes de um locutor padrao, ou a partir de urn lexico. 

Espera-se que com este procedimento, 0 desempenho 
do sistema caia, pois urn fonerna poderia estar sendo 
treinado com a locucao de outro. A questao e: quanto? Se a 
queda verificada no desempenho nao for significativa, este 
procedirnento permitiria a construcao de bases de dados 
maiores, 0 que significa mais exemplos de treinamento e, 
consequenternente, sub-unidades foneticas mais bern 
treinadas. Este comprornisso pode fazer com que, mesmo 
que as transcricoes foneticas padronizadas atrapalhem 0 

treinamento, 0 maior mimero de exemplos acabe por 
compensar a queda no desempenho provocada por este 
procedimento. 

Nesta mesma linha, existe Dutra questao a ser abordada: 
a do arquivo de vocabulario do sistema de reconhecimento. 
De modo a lidar com diferencas de pronuncias entre os 
Jocutores. diferencas estas devido a regionalismos, 
coarticulacoes e outros fatores, os arqui vos de vocabulario 
costumam trazer varias promincias para uma mesma 
palavra. Isto pode fazer com que 0 tarnanho destes arquivos 
seja bern maior do que 0 mirnero de palavras a serern 
reconhecidas, ocasionando urn aumento excessivo no tempo 
de processamento e na perplexidade da busca. ApJicando-se 
a mesma ideia de uma locucao padronizada, agora para cada 
palavra do vocabulario, poder-se-ia reduzir 0 espaco de 
busca, reduzindo tam bern 0 tempo de processamento e a 
perplexidade. 

Na verdade, existe urn compromisso entre a capacidade 
de generalizacao e a perplexidade: urn numero grande de 
versoes para cada paJavra garante que 0 sistema seja 
teoricamente capaz de reconhecer locucoes de locutores 
com diferentes sotaques e form as de pronuncia, mas ao 
mesmo tempo aumenta a perplexidade da busca, derrubando 
o seu desempenho. 

Neste trabalho e investigada a influencia da transcricao 
fonetica das locucoes de treinamento, e do mimero de 
versoes de cada palavra na taxa de acertos para sistemas de 
reconhecimento de fala continua com independencia de 
locutor, que usam modelos de palavras formados a partir da 
concatenacao de sub-unidades acusticas, 
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Para os testes e avaliacao dos resultados foram 
utilizados dois sistemas: urn baseado em modelos ocultos de 
Markov discretos [12] e outro baseado em modelos ocultos 
de Markov continuos [13]. 

2.	 BASE DE DADOS 

A base de dados utilizada neste trabalho foi gerada a 
partir de urn trabalho realizado por Alcaim et. al. [1]. Neste, 
foram criadas 20 listas, cada uma com 10 frases 
foneticamente balanceadas, segundo 0 portugues falado no 
Rio de Janeiro. Neste conjunto de frases contou-se 694 
palavras diferentes, 0 que caracteriza urn vocabulario de 
tamanho medio. 

Para as gravacoes, foram selecionados 40 locutores 
adultos, sendo 20 hornens e 20 mulheres. Estes foram 
divididos igualmente em 5 grupos. cada qual com 4 homens 
e 4 mulheres. Para cada grupo foram designadas 4 das 20 
listas da base de dados da seguinte forma: as primeiras 4 
listas para 0 primeiro grupo, as 4 seguintes para 0 segundo 
grupo, e assim por diante. Desta forma, cada locutor 
pronunciou no total 40 frases, e cada frase foi repetida por 8 
locutores diferentes. 

Urn locutor extra do sexo masculine cornpleta a base de 
dados. Este locutor pronunciou todas as 200 frases, 
repetindo-as 3 vezes. Daqui para frente. este locutor sera 
referenciado como locutor mOl. 

As	 gravacoes foram feitas em ambiente relativamente 
silencioso, utilizando urn microfone direcional. e uma placa 
de	 audio SoundBlaster AWE 64. A frequencia de 
amostragem utilizada foi 11.025 kHz. com uma resolucao 
de 16 bits. 

As	 locucoes foram parametrizadas a partir de 12 
coeficientes mel-cepstrais [4], com janelas de 20 ms, 
atualizadas a cada 10 ms. Antes da parametrizacao, os sinais 
de voz passaram por urn filtro de pre-enfase com funcao de 
transferencia (J-0,95z 1) e urn janelarnento de Hamming. De 
modo a oferecer informacoes contextuais ao sistema, foram 
tambem utilizados os parametres delta e delta-delta mel
cepstrais. Aos parametres mel-cepstrais foi aplicado 0 

procedimento de rernocao da media espectral [6]. 
Para a versao discreta dos modelos de Markov. os 

parametres foram quantizados a partir de urn quantizador 
vetorial baseado no algoritmo LBG [8]. Foi criado urn 
codebook de 256 vetores c6digo para cada urn dos 
parametres (mel-cepstrais, delta mel-cepstrais e delta-delta 
mel-cepstrais ). 

Para a versao continua foi utilizado urn modelamento 
das densidades de ernissao atraves de misturas de 
gaussianas. Em testes preliminares, 0 melhor resultado foi 
obtido utilizando-se 6 gaussianas por mistura, de modo que 
este valor foi adotado no presente trabalho. 

3.	 SUB-UN1DADES FONET1CAS 

As sub-unidades foneticas utilizadas foram os fones 
independentes de contexto. Os modelos das palavras foram 
gerados a partir da concatenacao dos modelos dos fones 
correspondentes asua transcricao fonetica. 

Para cada fone. foi criado urn rnodelo de Markov com 
arquitetura left-right de 3 estados, como mostrado na Figura 
l. 

Para este trabalho. foram considerados 36 fones 
independentes de contexto [2] (incluindo 0 silencio), e que 
sao mostrados na Tabela 1. 
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Figura 1. Modelo de Markov para cada um dos fones 
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Tabela 1: Fones independentes de contexte, com seus 
respectivos exemplos. 

4.	 TREINAMENTO DO SISTEMA 

4.1. TREINAMENTO DAS SUB-UNIDADES 

o sistema foi treinado usando 0 algoritmo FORWARD
BACKWARD [10]. 0 procedimento adotado pode ser 
resurnido nos seguintes passos: 

::J	 Para os HM1VI's discretos, as probabilidades de ernissao 
sao inicializadas com 0 valor 1/n. onde n eo numero de 
vetores utilizados na quantizacao vetorial dos 
parametres (256 neste caso). 
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o	 Para os HMM's continuos a inicializacao e realizada 
em duas etapas. utilizando-se 0 algorirmo Segmental K
Means [11]. Inicialmente. as locucoes de treinamento 
sao divididas em m partes iguais (de mesmo 
comprirnento), sendo m 0 numero de sub-unidades 
foneticas da transcricao fonetica multiplicada pelo 
mimero de estados de cada modelo HMM (3 neste 
trabalho). :E criado urn modelo HMM para a locucao 
concatenando-se os modelos HMM das sub-unidades 
aciisticas referenres a sua transcricao fonetica, Cada um 
dos m conjuntos de vetores aciisticos deve entao ser 
utilizado para estimar as medias e variancias de cada 
uma das gaussianas da mistura. Supondo que temos g 
gaussianas para cada mistura e /l vetores acusticos para 
estirna-Ias. as medias sao estimadas a partir de um 
quantizador vetorial de g niveis, Neste trabalho foi 
urilizado 0 algoritrno LBG para estimar os vetores 
c6digo do quantizador vetoria!' Urna vez estimadas as 
medias, faz-se uma quantizacao dos n vetores nas g 
medias, e calcula-se a variancia correspondente a cada 
gaussiana, Numa segunda etapa, este procedimento e 
repetido, s6 que agora, ao inves de utilizar uma 
segrnentacao uniforrne, utiliza-se 0 algoritrno de Viterbi 
[11] para realizar uma segrnentacao mais criteriosa das 
locucoes de treinamento. 

o	 As probabilidades de transicao sao inicializadas 
segundo 0 esquema da Figura 2. Os modelos dos 
trifones sao inicializados com os modelos treinados dos 
fones independentes de contexto. 

1/3 1/2 1/2 

~ 1/3 r~ 1/2 ~r 1/2 

r i !---.r j !----+ k '- 
~ .~ "~ 

.~ 1/3 ... 
---------------------~ 

Figura 2: Valores iniciais para as probabilidades de 
transicao para os modelos dos fones independentes de 

contexto. 

o	 Constr6i-se 0 modelo da sentenca (Iocucao) 
concatenando-se os modelos das sub-unidades foneticas 
correspondentes it transcricao fonetica da mesma. 

o	 A este modelo sao aplicados os parametres da locucao 
e realiza-se a contagem das transicoes e ernissoes para 
cada sub-unidade do modelo (as probabilidades de 
transicao e ernissao nao sao atualizadas ainda). 

o	 Depois de cada locucao, as contagens para cada fone 
sao acumuladas. :E importante lembrar que 0 mesmo 
fone pode ocorrer mais de uma vez em cada sentenca, 

o	 Este processo e repetido para todas as sentencas do 
conjunto de treinamento. 

o	 As probabilidades de transicao e de emissao sao 
atualizadas para todos os fones utilizando as contagens 
acumuladas. 

o	 Depois que todas as locucoes de treinamento foram 
apresentadas ao sistema, realiza-se urn teste de 
convergencia, que consiste em aplicar a locucao ao seu 
modelo correspondente e verificar a probabilidade de 0 

modelo gerar aquela sequencia de observacao PCO/M). 

Repetindo este procedimento para todas as locucoes do 
conjunto de treinarnento, pode-se calcular a P(O/M) 
media. Este valor medio aumenta a cada epoca de 
treinamento ate atingir urn patarnar. Com base nesta 
quantidade pode-se definir uma medida de distorcao: 

(1)dist= P(OIM)" -PWIM),,_1 

P(OIA/)11 

onde:
 
dist e a distorcao;
 
o e a sequencia de observacao: 
M sao os parametres do modelo:
 

P( 0 IM )11 e a verossirnilhanca media para a epoca atual:
 

P(G , M)I1-1 e a verossimilhanca media da epoca anterior. 

OEste processo e repetido ate que dist caia abaixo de um 

dado limiar e. Neste trabalho, foi utilizado f. = 0.001 . 

4.2. TRANSCRI<;OES FONETICAS 

Forarn utilizadas duas transcricoes foneticas para as 
locucoes de treinamento: 
o	 Urna transcricao fonetica criteriosa para cada uma das 

locucoes de treinamento. atraves de uma audicao 
cuidadosa e 0 auxflio de programas para visualizacao 
grafica da forma de onda e espectro do sinal 

o	 Uma transcricao fonetica padronizada para todos os 
locutores de treinamento. baseada na transcricao 
fonetica das locucoes do locutor mOl. 

Como uma ilustracao do quao diferente pode ser a 
proruincia de uma mesrna frase por conta do sotaque dos 
locutores. sao mostradas algumas transcricoes foneticas 
retiradas da base de dados para a frase: "0 gremio ganhou a 
quadra de esportes": 

ogremyug a <;jouakuadradeesp6rtes 

u g rem y u g a <;j 0 u a k u a d r a D j s p 6 r t' j s 

u g rem y u g a <;j 0 u a k u a d r a D j , p 6 f t' j, 
5.	 SISTEMA DE RECONHECIMENTO 

o reconhecimento foi realizado atraves do algoritmo 
One Step [9], com a utilizacao do procedimento Beam 
Search [5] para reducao do mimero de calculos. Ao 
algoritmo de busca foram adicionados 0 modelo de duracao 
de palavras e 0 modelo de linguagem de pares de palavras 
[3]. 

Para 0 modelo de duracao foi escolhida a forma 
proposta por Rabiner [10]. que associa it duracao d de cada 
palavra i do vocabulario, uma funcao densidade de 

probabilidade gaussiana [, (d) 

t;(d)= ~exp_1 _Gi.I_.(d- -1)2 (2)
1J21!cr~ \ 20'2I 
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onde di e 0T sao, respectivamente. a media e a variancia 

da duracao da palavra i. Estes valores foram obtidos a partir 
da segrnentacao manual das locucoes de treinamento do 
locutor mOl. 

o procedimento para incorporar 0 modelo de duracao 
aos algoritmos de busca e 0 seguinte: a cada instante de 
tempo 1, determina-se a duracao da palavra i, atraves da 
recuperacao do caminho otirno determinado pelo algoritmo 
de Viterbi. A verossirnilhanca acumulada para uma dada 
palavra e penalizada de acordo com a funcao densidade de 
probabilidade gaussiana. com os parametros da palavra em 
analise, no ponto deterrninado por di(r): 

(3) 

onde: 
pro I At) ea verossirnilhanca acurnulada:
 

loglO (f;(d; (I ))): e a penalizacao imposta pelo modelo de
 

duracao;
 
1'(0 1M): e a verossimilhanca acumulada penalizada pelo 

rnodelo de duracao de palavra. 

o modelo de linguagem foi obtido a partir das 200 
frases da base de dados. 

No sistema foi utilizado urn modelo de linguagem do 
tipo pares-de-palavras [3], que e uma simplificacao do 
modelo bigrama. Esta aproximacao pode ser descrita 
atraves da expressao: 

II (4)
P(w) = ITG\lvi \ Wi-I) 

i=l 

onde 

(5) 

Este modelo de linguagem pode ser visto como uma 
versao deterrninistica do modelo bigrama. A escolha por 
este modelo em detrimento do bigrama edevida a limitacao 
da base de dados: como e muito pequena, a utilizacao das 
frequencias bigrama poderia polarizar 0 algoritmo de busca 
em alguns casos. Por exernplo. supondo que a sequencia "a 
casa" tenha ocorrido duas vezes, e a sequencia "a taca" 
apenas uma vez, 0 sistema poderia reconhecer a locucao "a 
taca" como "a casa", visto que sao parecidas, e 0 modelo de 
linguagem atribuiria uma probabilidade duas vezes rnaior 
para a sequencia "a casa". 

A incorporacao do modelo de linguagem aos 
algoritmos de busca e trivial: ao inicio de cada nivel, em 
cada instante 1. verifica-se qual a palavra vencedora no nfvel 
anterior e, se a palavra sob analise for permitida pelo 
modelo de linguagem. eexpandida. 

5.1. ARQUIVOS DE VOCABULARIO 

Para a deterrninacao do universo de palavras que 0 

sistema pode reconhecer, foram criados dois arquivos de 

vocabulario contendo todas as palavras contidas nas listas 
de frases que compoern a base de dados. 0 primeiro foi 
construido levando-se em consideracao 0 fato de a mesma 
palavra poder ter mais de uma pronuncia possivel (devido a 
sotaques de regioes diferentes e/ou efeitos de coarticulacao). 
Algumas palavras tiverarn mais de uma variante inclufda no 
arquivo de vocabulario, Deste modo. 0 espaco de busca 
passou de 694 para 1633 palavras. Este arquivo sera 
referenciado como vocabulario complete nos testes 
descritos na secao seguinte. Partindo deste arquivo de 
vocabulario, foram eliminadas todas as versoes alternativas, 
mantendo apenas uma versao que pode ser considerada 
como padrao. A escolha desta versao padrao foi feita com 
base nas locucoes da base de dados: foi selecionada a versao 
rnais frequentemente encontrada nas transcricoes foneticas 
das locucoes de treinamento. Este sera referenciado como 
vocabulario simplificado. 

6. RESULTADOS EXPERIIVIENTAIS 

6.1. INFLUENCIA DA TRANSCRI<;AO FONETICA 
NO DESEMPENHO DO SISTEMA 

Os resultados dos testes utilizando a transcricao 

cnteriosa e a transcncao paorao sao mostrados 
resumidamente na Tabela 2 para 0 sistema HMM discreto a 
na Tabela 3 para 0 sistema HMM continuo. Nestas, os 
sfrnbolos D, S e I indicam as porcentagens de erros de 
delecao, substituicao e insercao. respectivamente. Pode-se 
verificar que a queda de desempenho do sistema e muito 
pequena quando se adota a transcricao padronizada. Nestes 
testes foi utilizado 0 vocabulario simplificado. 

Transcricao D S I Total 
(%) (%) (%) (%) 

original 4.86 12.44 1,78 19,08 
padrao 5.31 13,24 2,02 20,57 

Tabela 2: Desempenho do sistema em funcao das 
transcricoes foneticas das locucoes de treinamento para 0 

sistema HMM discreto. 

Transcricao D S I Total 
(%) (%) (%) (0/0) 

original 4,00 12,14 2.28 18,42 
padrao 4,49 12.59 J.55 19,63 

Tabela 3: Desempenho do sistema ern fUllc;;ao das 

transcricoes foneticas das locucoes de treinamento para 0 

sistema HMM continuo. 

6.2. INFLUENCIA DO NUMERO DE VERSOES DE 
CADA PALAVRA NO ARQUIVO DE 
VOCABULARIO 

Com os resultados obtidos nos testes da secao anterior, 
pode-se verificar que uma transcricao fonetica padronizada 
para todos os locutores nao degrada de forma apreciavel 0 

desempenho do sistema. A partir deste resultado, foi 
investigada a influencia que teria a mesma ideia quando 
aplicada ao arquivo de vocabulario. 
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Com 0 sistema treinado a partir das transcricoes mais 
criteriosas, for am realizados testes utilizando 0 vocabulario 
completo e 0 vocabulario simplificado, e 0 desempenho dos 
sistemas com as dais arquivos de vocabulario pode ser visto 
nas Tabelas 4 e 5. 

Vocabulario D S I Total 
('7c) (%) ('7c) ('7c) 

Completo 4,72 14,00 2,59 21.31 
Simplificado 4,86 12.44 1.78 ]9,08 

Tabela 4: Resultados dos testes com vocabulario 
simplificado (apenas ] versao de cada palavra) para a 

sistema HMM discreto. 

Vocabulario D S I Total 
(%) (%) ('7c) (o/c) 

Completo 3,77 11,68 2.43 17,88 
Simplificado 4.00 12,14 2.28 ]8.42 

Tabela 5: Resultados dos testes com vocabulario 
simplificado (apenas I versao de cada palavra) para 0 

sistema HMM continuo. 

Para a sistema HMM continuo observou-se que a 
utilizacao de urn vocabulario simplificado acarreta uma 
pequena queda no desempenho do sistema, a que nao 
ocorreu para a sistema HMM discreto, onde notou-se urn 
aumento na taxa de acertos com este procedimento. 

Como dito anteriormente. existe urn compromisso entre 
a capacidade de generalizacao e a perplexidade: urn nurnero 
grande de versoes para cada palavra garante que 0 sistema 
seja teoricamente capaz de reconhecer locucoes de locutores 
com diferentes sotaques e formas de prornincia, mas ao 
mesmo tempo aumenta a perplexidade da busca, derrubando 
a seu desempenho. 0 sistema HMM continuo, por ter urn 
desempenho melhor, obtern uma maior vantagem quando se 
utiliza a vocabulario expandido, pais este perrnite urn 
casamento mais justa entre as modelos a serem testados e as 
locucoes a serem reconhecidas. Ja para 0 sistema HMM 
discreto, esta verdade se inverte: por causa da quantizacao 
vetorial, seu desempenho e mais baixo, e sua capacidade de 
discernir urn grande mirnero de versoes de cada palavra e 
menor do que a do sistema HMM continuo, e a resultado 
final de urn vocabulario expandido e principalmente a de 
aumentar a perplexidade da busca. 

Na Tabela 6 tem-se urn quadro comparativo do tempo 
media de reconhecimento para uma frase com a utilizacao 
de cada urn dos arquivos de vocabulario. Estes tempos 
foram obtidos com as sistemas rodando em uma maquina 
com processador AMD-K6 350 MHz, com 64 MB de 
memoria RAM. 

Sistema Vocabulario Vocabulario 
completo sim2Iificado 

HMM discreto 05:17 02:10 
HMM continuo 04:59 02:55 

Tabela 6: Tempo media de reconhecimento por frase para 
as testes com as dais arquivos de vocabulario (em minutos). 

Os dados da Tabela 6 mastram que a adocao de urn 
vocabulario simplificado provoca urn grande aumento na 
velocidade de processarnento, aproximadamente 
proporcional ao mirnero de palavras eliminadas. Para estes 
tempos. cabe urn comentario: 0 sistema foi desenvolvido 
sobre a plataforma Windows, que por sua vez e urn sistema 
multi-tarefas, a que significa que a processador e demais 
recursos do sistema sao divididos entre outros programas 
(incluindo 0 sistema operacional). Desta forma, os tempos 
de reconhecimento da Tabela 6 devem ser vistos apenas 
como uma aproximacao grosseira dos tempos medios de 
reconhecimento. 

7. CONCLUSOES 

Na construcao de bases de dados para 0 treinamento e 
avaliacao de urn sistema de reconhecimento de fala, uma 
das atividades mais custosas e a da transcricao fonetica das 
Iocucoes. Esta requer uma audicao cuidadosa de cada uma 
das locucoes, possivelmente com a ajuda de programas de 
visualizacao grafica da forma de onda e espectro do sinal, 
para determinar exatamente 0 que foi pronunciado. A 
repeiicao deste processo para centenas ou milhares de 
locutores fornece uma ideia da dimensao do trabalho a ser 
realizado. Alern disso, e muito comum ocorrerem 
di vergencias na transcricao quando feitas por pessoas 
diferentes. 

Neste trabalho foi verificada a influencia da precisao da 
transcricao fonetica das locucoes de treinamento no 
desempenho de urn sistema de reconhecimenio de fala 
continua com independencia de locutor e vocabulario rnedio 
(aproxirnadarnente 700 palavras). Os testes mostraram uma 
deterioracao muito pequena quando se adota uma 
transcricao fonetica padrao para as locucoes de treinamento. 

A possibilidade de se conseguir bases de dados maiores 
para 0 treinamento do sistema sem a preocupacao de uma 
transcricao personalizada para cada locutor e urn fator que 
compensa em excesso a pequena degradacao no 
desempenho provocada pela transcricao fonetica 
padronizada. 

Ainda, foi verificada a adocao desta mesma ideia no 
vocabulario do sistema de reconhecimento. 
Tradicionalmente. estes possuem mais de uma versao de 
algumas palavras que sao pronunciadas de forma diferente 
devido a regionalismos e coarticulacoes. A adocao de uma 
tinica versao de cada palavra diminui bastante 0 espaco de 
busca, diminuindo tambern a tempo de processamento. Uma 
escolha criteriosa da versao de cada palavra a ser adotada no 
vocabulario pode compensar a falta de generalidade. Outra 
alternativa viavel seria criar urn arquivo de vocabulario para 
cada regiao do pais. 
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