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Resumo - Nos sistemas de reconhecimento de fala continua
geralmente sao utilizados modelos de sub-unidades
acdsticas para representar as palavras. Deste modo. a
transcricdo fonética das locucdes de treinamento e das
palavras que compdem o vocabuldrio de tais sistemas &
fundamental para o desempenho final do reconhecimento.
Neste trabalho ¢ investigada a influéncia da transcricdo
fonética tanto das locugbes de treinamento como das
palavras do vocabuldrio em sistemas de reconhecimento de
fala continua com independéncia de locutor.

Abstract - In continuous speech recognition systems
acoustical sub-units are used to represent word models. For
this reason, phonetic transcription of training data and
vocabulary words play a fundamental role in recognizers
overall performance. In this work we investigate the
influence of phonetic transcription effects both in the
training data and in the vocabulary words in speaker
independent continuous speech recognition systems.

Palavras chave: Reconhecimento de fala continua,

modelos ocultos de Markov.

1. INTRODUCAO

Em sistemas de vocabuldrio pequeno (algumas dezenas
de palavras), é comum utlizar-se as palavras como
unidades fundamentais. Para um treinamento adequado
destes sistemas. deve-se ter um grande nimero de exemplos
de cada palavra. Entretanto. para sistemas com vocabuldrios
maiores, a disponibilidade de um grande nimero de
exemplos de cada palavra torna-se invidvel. A utilizacdo de
sub-unidades fonéticas. tais como fonemas. silabas. demi-
silabas. etc.. € uma alternativa bastante razodvel. pois agora
€ necessdrio ter varios exemplos de cada sub-unidade, e néo
varios exemplos de cada palavra [7]. Na etapa de
reconhecimento, os modelos das palavras sdo formados a
partir da concatenacdo dos modelos destas sub-unidades
fonéticas.

Para o t(reinamento ¢ necessario  fornecer uma
transcricdo fonética das locucBes em termos das sub-
unidades utilizadas (fones. silabas, etc.). para que o sistema
possa saber quais delas devem ser treinadas. Esta
transcricdo é uma tarefa bastante penosa e demorada. pois €
necessario ouvir com atencao as locucdes, e com a ajuda de
programas de visualizagdo grafica da forma de onda e do

espectro do sinal,
pronunciado.

Poder-se-ia aliviar a carga de trabalho necessaria para a
confec¢do da base de dados se fosse adotada uma
transcricdo fonética padrdo para todas as locucdes. Esta
poderia ser obtida a partir da transcricdo fonética das
locucGes de um locutor padrio. ou a partir de um léxico.

Espera-se que com este procedimento. o desempenho
do sistema caia, pois um fonema poderia estar sendo
treinado com a locucdo de outro. A questdo €: quanto? Se a
queda verificada no desempenho nio for significativa. este
procedimento permitiria a construcdo de bases de dados
maiores, 0 que significa mais exemplos de treinamento e,
consequentemente, sub-unidades fonéticas mais bem
treinadas. Este compromisso pode fazer com que, mesmo
que as transcricdes fonéticas padronizadas atrapalhem o
treinamento, o maior ndmero de exemplos acabe por
compensar a queda no desempenho provocada por este
procedimento.

Nesta mesma linha, existe outra questdo a ser abordada:
a do arquivo de vocabuldrio do sistema de reconhecimento.
De modo a lidar com diferencas de prontncias entre os
locutores, diferencas estas devido a regionalismos.
coarticulagbes e outros fatores. os arquivos de vocabuldrio
costumam frazer vdrias pronuncias para uma mesma
palavra. Isto pode fazer com que o tamanho destes arquivos
seja bem maior do que o ndmero de palavras a serem
reconhecidas, ocasionando um aumento excessivo no tempo
de processamento e na perplexidade da busca. Aplicando-se
a mesma idéia de uma locucdo padronizada. agora para cada
palavra do vocabuldrio, poder-se-ia reduzir o espaco de
busca, reduzindo também o tempo de processamento e a
perplexidade.

Na verdade, existe um compromisso entre a capacidade
de generalizacdo e a perplexidade: um nuimero grande de
versdes para cada palavra garante que o sistema seja
teoricamente capaz de reconhecer locucdes de locutores
com diferentes sotaques e formas de pronincia. mas ao
mesmo tempo aumenta a perplexidade da busca, derrubando
o0 seu desempenho.

Neste trabalho € investigada a influéncia da transcricdo
fonética das locuc¢®es de treinamento, ¢ do nimero de
versdes de cada palavra na taxa de acertos para sistemas de
reconhecimento de fala continua com independéncia de
locutor, que usam modelos de palavras formados a partir da
concatenacao de sub-unidades acusticas.

estabelecer exatamente o que foi
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Para os testes e avaliagio dos resultados foram
utilizados dois sistemas: um baseado em modelos ocultos de
Markov discretos [12] e outro baseado em modelos ocultos
de Markov continuos [13].

2. BASE DE DADOS

A base de dados utilizada neste trabalho foi gerada a
partir de um trabalho realizado por Alcaim et. al. [1]. Neste.
foram criadas 20 listas, cada uma com 10 frases
foneticamente balanceadas, segundo o portugués falado no
Rio de Janeiro. Neste conjunto de frases contou-se 694
palavras diferentes, o que caracteriza um vocabuldrio de
tamanho médio.

Para as gravagdes. foram selecionados 40 locutores
adultos, sendo 20 homens e 20 mulheres. Estes foram
divididos igualmente em 5 grupos. cada qual com 4 homens
e 4 mulheres. Para cada grupo foram designadas 4 das 20
listas da base de dados da seguinte forma: as primeiras 4
listas para o primeiro grupo, as 4 seguintes para o segundo
grupo, e assim por diante. Desta forma, cada locutor
pronunciou no total 40 frases, e cada frase foi repetida por 8
locutores diferentes.

Um locutor extra do sexo masculino completa a base de
dados. Este locutor pronunciou todas as 200 frases,
repetindo-as 3 vezes. Daqui para frente. este locutor serd
referenciado como locutor mO1.

As gravagoes foram feitas em ambiente relativamente
silencioso, utilizando um microfone direcional. ¢ uma placa
de 4udio SoundBlaster AWE 64. A frequéncia de
amostragem utilizada foi 11,025 kHz. com uma resolucio
de 16 bits.

As locucgdes foram parametrizadas a partir de 12
coeficientes mel-cepstrais [4], com janelas de 20 ms,
atualizadas a cada 10 ms. Antes da parametrizagao, 0s sinais
de voz passaram por um filtro de pré-énfase com fungdo de
transferéncia (1-0,95z") e um janelamento de Hamming. De
modo a oferecer informagdes contextuais ao sistema, foram
também utilizados os pardmetros delta e delta-delta mel-
cepstrais. Aos pardmetros mel-cepstrais foi aplicado o
procedimento de remocdo da média espectral [6].

Para a versfo discreta dos modelos de Markov. os
pardmetros foram quantizados a partir de um quantizador
vetorial baseado no algoritmo LBG [8]. Foi criado um
codebook de 256 vetores cddigo para cada um dos
parametros (mel-cepstrais, delta mel-cepstrais ¢ delta-delta
mel-cepstrais).

Para a versdo continua foi utilizado um modelamento
das densidades de emissdo através de misturas de
gaussianas. Em testes preliminares, o melhor resultado foi
obtido utilizando-se 6 gaussianas por mistura, de modo que
este valor foi adotado no presente trabalho.

3. SUB-UNIDADES FONETICAS

As sub-unidades fonéticas utilizadas foram os fones
independentes de contexto. Os modelos das palavras foram
gerados a partir da concatenacao dos modelos dos fones
correspondentes a sua transcri¢do fonética.

Para cada fone. foi criado um modelo de Markov com
arquitetura /eft-right de 3 estados, como mostrado na Figura
L.

Para este trabalho. foram considerados 36 fones
independentes de contexto [2] (incluindo o siléncio), e que
sdo mostrados na Tabela 1.
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Figura 1. Modelo de Markov para cada um dos fones
independentes de contexto. Nesta, a;; € a probabilidade de
efetuar uma transicdo do estado i para o estado je b (O(1)) é
a probabilidade de emitir o simbolo O(z) no estado 7. no

instante 7.
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Tabela 1: Fones independentes de contexto, com seus
respectivos exemplos.

4. TREINAMENTO DO SISTEMA
4.1. TREINAMENTO DAS SUB-UNIDADES

O sistema foi treinado usando o algoritmo FORWARD-
BACKWARD [10]. O procedimento adotado pode ser
resumido nos seguintes passos:

3 Para os HMM s discretos, as probabilidades de emissdo
s30 inicializadas com o valor 1/1, onde n € o nimero de
vetores utilizados na quantizacdo vetorial dos
pardmetros (256 neste caso).
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Para os HMM’s continuos a inicializacdo ¢ realizada
em duas etapas. utilizando-se o algoritmo Segmental K-
Means [11]. Inicialmente. as locucdes de treinamento
sdo divididas em s partes iguais (de mesmo
comprimento), sendo /m o numero de sub-unidades
fonéticas da transcrigdo fonética multiplicada pelo
nimero de estados de cada modelo HMM (3 neste
trabalho). E criado um modelo HMM para a locucdo
concatenando-se os modelos HMM das sub-unidades
acusticas referentes a sua transcricdo fonética. Cada um
dos m conjuntos de vetores acusticos deve entdo ser
utilizado para estimar as médias e varidncias de cada
uma das gaussianas da mistura. Supondo que temos g
gaussianas para cada mistura e 1 vetores acusticos para
estimd-las. as médias sd3o estimadas a partir de um
quantizador vetorial de g niveis. Neste trabalho foi
utilizado o algoritmo LLBG para estimar os vetores
codigo do quantizador vetorial. Uma vez estimadas as
médias, faz-se uma quantizacdo dos n vetores nas g
médias, e calcula-se a varidncia correspondente a cada
gaussiana. Numa segunda etapa, este procedimento ¢
repetido, sé que agora, ao invés de utilizar uma
segmentagdo uniforme, utiliza-se o algoritmo de Viterbi
[11] para realizar uma segmentagdo mais criteriosa das
locugdes de treinamento.

As probabilidades de transicdo s3o inicializadas
segundo o esquema da Figura 2. Os modelos dos
trifones sdo inicializados com os modelos treinados dos
fones independentes de contexto.
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Figura 2: Valores iniciais para as probabilidades de
transicdo para os modelos dos fones independentes de
contexto.

Constroi-se o modelo da sentenca (locucdo)
concatenando-se os modelos das sub-unidades fonéticas
correspondentes a transcricio fonética da mesma.

A este modelo s@o aplicados os pardmetros da locugdo
e realiza-se a contagem das transicdes e emissdes para
cada sub-unidade do modelo (as probabilidades de
transicdo e emissdo ndo sdo atualizadas ainda).

Depois de cada locugdo, as contagens para cada fone
sdo acumuladas. E importante lembrar que o mesmo
fone pode ocorrer mais de uma vez em cada sentenca.
Este processo é repetido para todas as sentencas do
conjunto de treinamento.

As probabilidades de transicio e de emissdo sdo
atualizadas para todos os fones utilizando as contagens
acumuladas.

Depois que todas as locugdes de treinamento foram
apresentadas ao sistema, realiza-se um teste de
convergéncia. que consiste em aplicar a locucdo ao seu
modelo correspondente e verificar a probabilidade de o
modelo gerar aquela sequéncia de observacdo P(O/M).

Repetindo este procedimento para todas as locugdes do
conjunto de treinamento, pode-se calcular a P(O/M)
média. Este valor médio aumenta a cada época de
treinamento até atingir um patamar. Com base nesta
quantidade pode-se definir uma medida de distor¢éo:
_POIM), - PIOIM),_| 1)
POIM),

dist

onde:

dist é a distorcéo;

O € a sequéncia de observacio:

M sdo os parametros do modelo:

P(O| M), é a verossimilhanga média para a época atual:

PO M),_; € a verossimilhan¢a média da época anterior.

O Este processo € repetido até que dist caia abaixo de um
dado limiar €. Neste trabalho, foi utilizado & = 0.001 .

4.2. TRANSCRICOES FONETICAS

Foram utilizadas duas transcri¢des fonéticas para as
locugdes de treinamento:

O Uma transcrigdo fonética criteriosa para cada uma das
locucbes de treinamento. através de uma audicdo
cuidadosa e o auxilio de programas para visualizacao
grifica da forma de onda e espectro do sinal

O Uma transcricdo fonética padronizada para todos os
locutores de treinamento, baseada na transcri¢ao
fonética das locugdes do locutor mO1.

Como uma ilustragdo do qudo diferente pode ser a
prondncia de uma mesma frase por conta do sotaque dos
locutores. sdo mostradas algumas transcrigbes fonéticas
retiradas da base de dados para a frase: O grémio ganhou a
quadra de esportes’:

ogremyug O “ouakuadradeesp®rtes

ugremyug O SouakuadraDjsp@®riéjs

ugremyug O SSou akuadraDjép® T té]

5. SISTEMA DE RECONHECIMENTO

O reconhecimento foi realizado através do algoritmo
One Step [9], com a utilizacdo do procedimento Beam
Search [5] para reducdo do numero de cdlculos. Ao
algoritmo de busca foram adicionados o modelo de duracio
de palavras e o modelo de linguagem de pares de palavras
[3].

Para o modelo de duracio foi escolhida a forma
proposta por Rabiner [10]. que associa a duragdo d de cada
palavra i do vocabuldrio. uma fungdo densidade de

probabilidade gaussiana f; (d)

(2)
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onde (1,‘ € C¢; Ssao, respectivamente. a meédia e a variancia

da duracdo da palavra i. Estes valores foram obtidos a partir
da segmentagdo manual das locucdes de treinamento do
locutor mO1.

O procedimento para incorporar o modelo de duracdo
aos algoritmos de busca € o seguinte: a cada instante de
tempo 1, determina-se a duracdo da palavra i, através da
recuperacdo do caminho 6timo determinado pelo algoritmo
de Viterbi. A verossimilhan¢a acumulada para uma dada
palavra € penalizada de acordo com a funcdo densidade de
probabilidade gaussiana. com os pardmetros da palavra em
andlise, no ponto determinado por d;{r):

BlO1M) = PLOIM )+ logol £ ;1)) 3
onde:
Plo1a) € a verossimilhanca acumulada;
logro(s;(d; (1) © € a penalizacdo imposta pelo modelo de
duracdo;
Ploim): € a verossimithanca acumulada penalizada pelo
modelo de duragio de palavra.

O modelo de linguagem foi obtido a partir das 200
frases da base de dados.

No sistema foi utilizado um modelo de linguagem do
tipo pares-de-palavras [3], que € uma simplificacdo do
modelo bigrama. Esta aproximacdo pode ser descrita
através da expressio:

. (4)
P(WT ) = HG(WI' | wi—l)
i=|

onde

LP(wy lw_)=0
0.P(w; 1wy )=0

Glwi Twi )= { ®

Este modelo de linguagem pode ser visto como uma
versao deterministica do modelo bigrama. A escolha por
este modelo em detrimento do bigrama € devida a limitacao
da base de dados: como ¢ muito pequena. a utilizacdo das
frequéncias bigrama poderia polarizar o algoritmo de busca
em alguns casos. Por exemplo, supondo que a sequéncia “a
casa” tenha ocorrido duas vezes, e a sequéncia “a taga”
apenas uma vez, o sistema poderia reconhecer a locucdo “a
taca” como “a casa”, visto que sdo parecidas, e o modelo de
linguagem atribuiria uma probabilidade duas vezes maior
para a sequéncia “a casa’.

A incorporacdo do modelo de linguagem aos
algoritmos de busca é trivial: ao inicio de cada nivel, em
cada instante ¢, verifica-se qual a palavra vencedora no nivel
anterior e, se a palavra sob andlise for permitida pelo
modelo de linguagem. é expandida.

5.1. ARQUIVOS DE VOCABULARIO

Para a determinacdo do universo de palavras que o
sistema pode reconhecer, foram criados dois arquivos de

vocabuldrio contendo todas as palavras contidas nas listas
de frases que compdem a base de dados. O primeiro foi
construido levando-se em consideragdo o fato de a mesma
palavra poder ter mais de uma pronincia possivel (devido a
sotaques de regides diferentes e/ou efeitos de coarticulagio).
Algumas palavras tiveram mais de uma variante incluida no
arquivo de vocabuldrio. Deste modo. o espaco de busca
passou de 694 para 1633 palavras. Este arquivo serd
referenciado  como vocabuldrio completo nos testes
descritos na secdo seguinte. Partindo deste arquivo de
vocabulario, foram eliminadas todas as versdes alternativas,
mantendo apenas uma versdo que pode ser considerada
como padrdo. A escolha desta versao padrio foi feita com
base nas locucgdes da base de dados: foi selecionada a verséo
mais frequentemente encontrada nas transcricdes fonéticas
das locucdes de treinamento. Este serd referenciado como
vocabuldrio simplificado.

6. RESULTADOS EXPERIMENTAIS

6.1. INFLUENCIA DA TRANSCRICAO FONETICA
NO DESEMPENHO DO SISTEMA

Os resultados dos testes utilizando & transcrigdo
criteriosa e a Iranscricao  padrio  sio  mostrados
resumidamente na Tabela 2 para o sistema HMM discreto a
na Tabela 3 para o sistema HMM continuo. Nestas, os
simbolos D, S e I indicam as porcentagens de erros de
delecdo. substituicdo e inser¢do. respectivamente. Pode-se
verificar que a queda de desempenho do sistema € muito
pequena quando se adota a transcricao padronizada. Nestes
testes foi utilizado o vocabuldrio simplificado.

Transcri¢gdo D S 1 Total
) () _(B) (%)

original 486 1244 178 19,08

padrao 531 1324 2,02 20,57

Tabela 2: Desempenho do sistema em fungio das
transcrigdes fonéticas das locugSes de treinamento para o
sistema HMM discreto.

Transcrigdo D S 1 Total
(%) (%) (%) (%)

original 4,00 12,14 2.28 1842

padréo 449 12,59 255 19,63

Tabela 3: Desempenho do sistema em funcio das
transcrigdes fonéticas das locugdes de treinamento para o
sistema HMM continuo.

6.2. INFLUENCIA DO NUMERO DE VERSOES DE
CADA PALAVRA NO ARQUIVO DE
VOCABULARIO

Com os resultados obtidos nos testes da secéio anterior,
pode-se verificar que uma transcri¢do fonética padronizada
para todos os locutores ndo degrada de forma aprecidvel o
desempenho do sistema. A partir deste resultado, foi
investigada a influéncia que teria a mesma idéia quando
aplicada ao arquivo de vocabuldrio.
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Com o sistema treinado a partir das transcri¢des mais
criteriosas. foram realizados testes utilizando o vocabuldrio
completo e o vocabuldrio simplificado, e o desempenho dos
sistemas com os dois arquivos de vocabuldrio pode ser visto
nas Tabelas 4 e 5.

Vocabuldrio D S I Total
(%) (&) ) (B

Completo 472 14,00 259 21,31

Simplificado 4.86 12.44 1,78 19.08

Tabela 4: Resultados dos testes com vocabulério
simplificado (apenas 1 versdo de cada palavra) para o
sistema HMM discreto.

Vocabuldrio D S I Total
(%) (%) (%) (%)

Completo 3797 11,68 243 17,88

Simplificado  4.00 12,14 2.28 1842

Tabela 5: Resultados dos testes com vocabulario
simplificado (apenas 1 versdo de cada palavra) para o
sistema HMM continuc.

Para o sistema HMM continuo observou-se que a
utilizacdo de um vocabuldrio simplificado acarreta uma
pequena queda no desempenho do sistema, o que ndo
ocorreu para o sistema HMM discreto. onde notou-se um
aumento na taxa de acertos com este procedimento.

Como dito anteriormente. €Xiste Um COmMpPromisso entre
a capacidade de generalizac@o e a perplexidade: um nimero
grande de versdes para cada palavra garante que o sistema
seja teoricamente capaz de reconhecer locucdes de locutores
com diferentes sotaques ¢ formas de pronidncia, mas ao
mesmo tempo aumenta a perplexidade da busca, derrubando
o seu desempenho. O sistema HMM continuo, por ter um
desempenho melhor, obtém uma maior vantagem quando se
utiliza o vocabuldrio expandido, pois este permite um
casamento mais justo entre os modelos a serem testados e as
locugdes a serem reconhecidas. Jd para o sistema HMM
discreto. esta verdade se inverte: por causa da quantizacio
vetorial, seu desempenho € mais baixo, e sua capacidade de
discernir um grande ndmero de versdes de cada palavra é
menor do que o do sistema HMM continuo, e o resultado
final de um vocabuldrio expandido é principalmente o de
aumentar a perplexidade da busca.

Na Tabela 6 tem-se um quadro comparativo do tempo
médio de reconhecimento para uma frase com a utilizacdo
de cada um dos arquivos de vocabuldrio. Estes tempos
foram obtidos com os sistemas rodando em uma mdquina
com processador AMD-K6 350 MHz, com 64 MB de
memdria RAM.

Sistema Vocabuldrio  Vocabuldrio
completo  simplificado
HMM discreto 05:17 02:10
HMM continuo 04:59 02:55

Tabela 6: Tempo médio de reconhecimento por frase para
os testes com os dois arquivos de vocabuldrio (em minutos).
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Os dados da Tabela 6 mostram que a adogdo de um
vocabuldrio simplificado provoca um grande aumento na
velocidade de processamento, aproximadamente
proporcional ao nimero de palavras eliminadas. Para estes
tempos. cabe um comentdrio: o sistema foi desenvolvido
sobre a plataforma Windows, que por sua vez € um sistema
multi-tarefas, o que significa que o processador e demais
recursos do sistema slo divididos entre outros programas
(incluindo o sistema operacional). Desta forma, os tempos
de reconhecimento da Tabela 6 devem ser vistos apenas
como uma aproximacdo grosseira dos tempos médios de
reconhecimento.

7. CONCLUSOES

Na construcdo de bases de dados para o treinamento €
avaliacdo de um sistema de reconhecimento de fala, uma
das atividades mais custosas € a da transcri¢do fonética das
locucdes. Esta requer uma audicio cuidadosa de cada uma
das locugdes, possivelmente com a ajuda de programas de
visualiza¢do grafica da forma de onda e espectro do sinal.
para determinar exatamente o que foi pronunciado. A
repeticdo deste processo para centenas ou milhares de
locutores tornece uma idéia da dimensio do trabalho a ser
realizado. Além disso. € muito comum ocorrerem
divergéncias na transcricio quando feitas por pessoas
diferentes.

Neste trabalho foi verificada a influéncia da preciséo da
transcricao fonética das locugdes de treinamento no
desempenho de um sistema de reconhecimento de fala
continua com independéncia de locutor e vocabuldrio médio
(aproximadamente 700 palavras). Os testes mostraram uma
deterioracio muito pequena quando se adota uma
transcricdo fonética padrio para as locucdes de treinamento.

A possibilidade de se conseguir bases de dados maiores
para o treinamento do sistema sem a preocupagido de uma
transcricdo personalizada para cada locutor é um fator que
compensa em excesso a pequena degradagio no
desempenho  provocada  pela  transcricdo  fonética
padronizada.

Ainda. foi verificada a adogdo desta mesma idéia no
vocabuldrio do sistema de reconhecimento.
Tradicionalmente. estes possuem mais de uma versdo de
algumas palavras que sdo pronunciadas de forma diferente
devido a regionalismos e coarticulagdes. A adocdo de uma
Unica versdo de cada palavra diminui bastante o espago de
busca, diminuindo também o tempo de processamento. Uma
escolha criteriosa da versdo de cada palavra a ser adotada no
vocabuldrio pode compensar a falta de generalidade. Outra
alternativa vidvel seria criar um arquivo de vocabuldrio para
cada regido do pafs.
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